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ხელოვნური ნეირონული ქსელების გამოყენების სფერო თანდათან იზრდება. დღეისათვის აქტუალური ხდება მათი გამოყენება ისეთი რთული ტექნოლოგიური პროცესების მართვაში, რომლებშიც შეიცავენ მრავალ დამოუკიდებელ ცვლადს, რომლებიც დეტერმინისტულად არიან დამოკიდებულნი მიზნობრივ ფუნქციაზე, ანუ როცა საქმე გვაქვს არაწრფივი ოპტიმიზაციის ამოცანასთან. 
მრავალ პრაქტიკულ სიტუაციაში ფუნქციონალური კავშირი დამოუკიდებელ ცვლადებსა და მიზნობრივ ფუნქციას შორის უცნობია და ფაქტიურად არც შეიძლება იყოს ცნობილი. მაგალითად, რთულ ქიმიურ პროცესს შეიძლება არ ჰქონდეს ადექვატური მათემატიკური მოდელი. ერთადერთი გაზომვადი სიდიდები შეიძლება იყოს “ფასი“, “გამოსავალი“, “ხარისხი“ და ასე შემდეგ, რომლებიც უცნობი ფუნქციებია დიდი რაოდენობის ისეთი დამოუკიდებელი ცვლადებისა, როგორიცაა ტემპერატურა, დრო, ნედლეულის მახასიათებლები და სხვა.
ხელოვნური ნეირონული ქსელების ძალიან მიმზიდველი მხარეა მათი სწავლების შესაძლებლობა. ქსელის მასწავლებლით სწავლების ალგორითმი გულისხმობს, რომ თითოეული შემავალი ვექტორისთვის არსებობს მიზნობრივი ვექტორი, რომელიც წარმოადგენს მოთხოვნილ გამომავალ სიგნალს. ორთავეს ერთად უწოდებენ სასწავლო წყვილს. ქსელს წარედგინება შემავალი ვექტორი, გამოითვლება გამომავალი სიგნალი და მოხდება მისი შედარება შესაბამის მიზნობრივ ვექტორთან, სხვაობა (შეცდომა)  უკუ კავშირის საშუალებით ბრუნდება ქსელში და იცვლება წონები ალგორითმის შესაბამისად, რომლის მიზანია შეცდომის მინიმიზირება. ასეთი ტიპის ალგორითმები მიეკუთვნებიან სწავლების დეტერმინისტულ მეთოდს და ისინი ძირითადად იყენებენ შეცდომის ზედაპირზე გრადიენტული დაშვებას, რაც ხშირად წარმოადგენს ლოკალური მინიმუმის მახეში მოხვედრის მიზეზს. ასეთი შედეგი კი შეიძლება კატასტროფული აღმოჩნდეს რთული ტექნოლოგიური პროცესის მართვის საქმეში. 
გლობალური მინიმუმის მიღწევის გაცილებით დიდი შანსია სწავლების სტოხასტიკური მეთოდის (შემთხვევითი ძიების) გამოყენებისას. 
ეს პროცესი მინიმიზაციას უკეთებს მიზნობრივ ფუნქციას, მაგრამ ამ დროსაც  შეიძლება სისტემა მოხვდეს წარუმატებელი ამოხსნის მახეში. ამის თავიდან ასაცილებლად საჭიროა შევინახოთ ის წონებიც, რომლებიც იწვევენ მიზნობრივი ფუნქციის გაზრდას. 
თუ წონის ცვლილება იწვევს მიზნობრივი ფუნქციის გაზრდას, მაშინ ამ ცვლილების შენახვის ალბათობა გამოითვლება ბოლცმანის განაწილების საშუალებით

P(c) = exp(–c/kT)
                                      (3)
სადაც P(c)-მიზნობრივ ფუნქციაში c-ს ცვლილების ალბათობაა; k-ბოლცმანის მუდმივას მსგავსი მუდმივაა და აირჩევა კონკრეტული ამოცანის მიხედვით;  T-ხელოვნური ტემპერატურაა.

ნულიდან ერთამდე თანაბარი განაწილებიდან აიღება შემთხვევითი r რიცხვი. თუ P(c) მეტია ვიდრე r, მაშინ ცვლილება შეინახება, წინააღმდეგ შემთხვევაში წონის სიდიდე უბრუნდება წინა მნიშვნელობას.

ეს საშუალებას აძლევს სისტემას გააკეთოს შემთხვევითი ბიჯი მიზნობრივი ფუნქციის შემცირების მიმართულებით, რითაც შეუძლია თავი დააღწიოს ლოკალურ მინიმუმს, სადაც ნებისმიერი მცირე ბიჯი ზრდის მიზნობრივ ფუნქციას.
წონის ცვლილება w  შეიძლება არჩეულ იქნეს ჰაუსის განაწილების შესაბამისად:

P(w) = exp(–w2/T2)
                                 (4)
სადაც P(w)-წონის ცვლილების ალბათობაა w სიდიდეზე; T-ხელოვნური ტემპერატურა.

ამ მეთოდით სწავლების სიჩქარე ძალიან მცირე უნდა იყოს და შესაბამისად ბოლცმანის მანქანით სწავლების დრო ძალიან დიდია, რაც ექსპერიმენტულადაც დადასტურდა.
შეიძლება ბოლცმანის განაწილება შეიცვალოს კოშის განაწილებით. კოშის განაწილებას (ნახ. 1) გააჩნია უფრო გრძელი “კუდები“ და ამით ზრდის დიდი ბიჯების ალბათობას. მართლაც, კოშის განაწილებას გააჩნია უსასრულო (განუსაზღვრელი) დისპერსია. ასეთი მარტივი ცვლილების საშუალებით კრებადობის სიჩქარე ხდება არა ლოგარითმული სიდიდის უკუპროპორციული, როგორც ეს იყო ბოლცმანის განაწილებისას, არამედ - წრფივის. ეს კი მკვეთრად ამცირებს სწავლების დროს. 
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ყოველივე ზემოთ თქმული გვაძლევს დასკვნის საფუძველს, რომ მსგავსი ამოცანები შეიძლება გადაწყდეს შემდეგი ალგორითმით:

1.  სისტემას ვაკვირდებით და ვაგროვებთ მონაცემებს შემსწავლელი სიმრავლისთვის. შემსწავლელი სიმრავლის თითოეული ელემენტი შედგება დაკვირვებისას მიღებული გაზომვებისაგან და შეიცავს ყველა შემავალ  (შემავალი ვექტორი) და გამომავალ (გამომავალი ვექტორი)  სიდიდეს. 

2.  ქსელს ვასწავლით ამ შემსწავლელ სიმრავლეზე. სწავლება შედგება შემავალი ვექტორის წარდგენისაგან, გამომავალი ვექტორის გამოთვლისაგან, გამოთვლილი გამომავალი ვექტორის შედარებისაგან დაკვირვების პროცესში მიღებულ გამომავალ ვექტორთან და წონების კორექციისაგან, რომელიც მინიმიზაციას უკეთებს ამ სხვაობას. თითოეული შემავალი ვექტორი წარედგინება რიგრიგობით და ქსელი თანდათან სწავლობს. შემავალი ვექტორების მრავალჯერადი წარდგენის შემდეგ ქსელი მიაღწევს ამოხსნას, რომელიც მინიმიზირებას უკეთებს სისტემის სასურველ და გაზომილ გამომავალ ვექტორებს შორის სხვაობას. ფაქტიურად ქსელი აგებს უცნობი სისტემის შიგა მოდელს. თუ შემსწავლელი სიმრავლე საკმაოდ დიდია, ქსელი აგებს სისტემის ზუსტ მოდელს. თუ ქსელს წარვუდგენთ რაიმე შემავალ ვექტორს, რომელიც განსხვავდება სწავლებისას წარდგენილი ნებისმიერი შემავალი ვექტორისაგან, მაშინ სრულად ნასწავლი ქსელი მოგვცემს ისეთ გამომავალ ვეტორს, რომელსაც მოგვცემდა რეალური სისტემა. 

3.  მიზნობრივი ფუნქცია მაქსიმიზირდება. გამოსავლების მიზნობრივი ფუნქცია ისე უნდა იყოს კონსტრუირებული, რომ გამოხატავდეს შედეგით “კმაყოფილების“ ხარისხს. ახლა, ნასწავლი ქსელისთვის შესავლები ხდება ცვლადი. მათი შეწყობა უნდა მოხდეს იმ სწავლების ალგორითმის საშუალებით, რომელიც გამოიყენებოდა მე-2 ბიჯზე წონების მისაღებად, მაგრამ ახლა გამოყენებული იქნება მიზნობრივი ფუნქციის მაქსიმიზაციისთვის. 

ბევრ შემთხვევაში შეიძლება არსებობდეს ამოცანის პირობებით გათვალისწინებული შეზღუდვები. მაგალითად, ფიზიკურად შეუძლებელი იყოს ცვლადების მონაცემების აღება რაიმე დიაპაზონის გარეთ. ეს შეზღუდვები (რომლებიც შეიძლება წარმოადგენდეს რთულ გამოსახულებებს) შეიძლება ადვილად გავითვალისწინოთ მე-3 ბიჯზე, თუ არ მივიღებთ შემავალი ცვლადის ისეთ ცვლილებას, რომელიც არღვევს მიღებულ შეზღუდვებს. 

სტოხასტიკური ოპტიმიზაციის მეთოდის ეს განზოგადება საშუალებას გვაძლევს გამოვიყენოთ იგი ოპტიმიზაციის ამოცანების ფართო წრისათვის. 
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კოშის განაწილება
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ნახ. 1. კოშის განაწილება და ბოლცმანის განაწილება








